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Abstract
The application of artificial intelligence is a recent improvement in the industry, allowing
preventive maintenance to be applied as a reliability method for detecting failures in hydraulic
systems. This is achieved by using artificial neural networks (ANN) as classifiers to make
automatic binary and categorical decisions. Since these systems have multiple conditions and
sub-conditions that can be complex for normal analysis, the UCI repository database is relied
upon to construct an intelligent algorithm of artificial neural networks with deep learning. This
has proven to be a highly effective way of predicting failures, with an overall accuracy rate of
97% when applying the intelligent model to the system. As a result, it can be concluded that
deep learning is much more efficient than classical machine learning.
Keywords: artificial intelligence, predictive maintenance, artificial neural networks, deep learning.

Resumen
La aplicación de la inteligencia artificial es la nueva mejora en la industria, permitiendo que el
mantenimiento preventivo se aplique como método de confiabilidad para la detección de
fallos en sistemas hidráulicos aplicando Redes neuronales artificiales (ANN), utilizándoles
como clasificadores para obtener una toma de decisiones automáticas de manera binaria
y categórica, ya que dichos sistemas poseen varias condiciones y subcondiciones que se
vuelven complejas para un análisis normal, apoyándose en la base de datos del repositorio
de la UCI, siendo analizados para la construcción de un algoritmo inteligente de redes
neuronales artificiales con Deep Learning (aprendizaje profundo), demostrando así un alto
desenvolvimiento en la predicción de fallos, obteniéndose un 97% de exactitud (accuracy)
de manera general en la aplicación del modelo inteligente al sistema. Se concluye que la
aplicación del aprendizaje profundo es mucho más eficiente comparado con el aprendizaje
automático clásico.
Palabras Clave: Inteligencia artificial, mantenimiento predictivo, Redes Neuronales Artificiales, Apren-

dizaje profundo.
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1. INTRODUCCIÓN

Los sistemas hidráulicos son sistemas amplios de utilización en la industria, ayudan a
transportar cargas con esfuerzos pequeños (1), el uso incorrecto de manipulación de sis-
temas se ha visto afectado al momento de aplicar un correcto mantenimiento preventivo
para la detección de fallas en los diferentes sistemas, incluidos sistemas hidráulicos; los
cuales son utilizados en la industria moderna ya que desempeñan un papel insustituible
en la mayor parte de los sistemas industriales, ocurriendo perdidas económicas. Para
garantizar que el sistema hidráulico tenga un desempeño normal, es necesario contar
con un sistema de control del estado del sistema hidráulico fiable y preciso. los métodos
de monitorización de la condición que se basan en algoritmos clásicos de aprendizaje
automático o aprendizaje profundo, por ejemplo: Redes neuronales (ANN), máquina
de soporte vectorial (SVM) entre otros, sin embargo, cuando elegimos un método
de clasificación o regresión de detección para aplicar a los sistemas hidráulicos, de
manera general no se obtiene una alta precisión y es difícil elegir un algoritmo de
alto rendimiento (2). Los estudios realizados con aplicación de redes neuronales son
escasos, pero hoy en día se pueden implementar para la resolución de problemas en el
campo de la ingeniería, con diseño de sistemas de control y optimización de procesos.
El amplio uso de los sistemas es una gran mejora y simplifica los procesos en el
mantenimiento a predecir fallos, monitoreando constantemente sistemas en la industria,
no existen avances significativos en el uso de aplicación de inteligencia artificial para
resolver problemas aplicados al campo de la ingeniería mecánica debido a la ausencia
de la implementación (3).

2. METODOLOGÍA

La metodología se basa en la aplicación de Aprendizaje profundo (Deep Learning)
para la detección de fallos en los sensores de un sistema hidráulico. Se utiliza datos
previamente obtenidos del repositorio de la Universidad de California, Irvine. Dichos
datos son de un banco de pruebas hidráulicos basados en múltiples sensores. con la
aplicación del aprendizaje profundo se desea mejorar el estudio de detectar la vida de
los sensores del sistema hidráulico, un estudio ya realizado por Guo 2019 (2), demostró
la efectividad de predicción de fallos utilizando Aprendizaje automático (Machine Learn-
ing) con redes neuronales y varios algoritmos clásicos. Se pondrá a prueba los datos
para plantear una estructura de análisis de datos y realizar un entrenamiento de datos
previos a la aplicación de un modelo de Redes Neuronales Artificiales con aprendizaje
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Figura 1

Flujograma para la aplicación del sistema inteligente. Realizado por: Mera H. 2022.

profundo siguiendo pasos previamente establecidos y planteados por el siguiente
flujograma mostrados en la figura 1.

Se estable el proceso resumido del modelo inteligente en la Figura 1, utilizando redes
neuronales artificiales como clasificador, utilizando como inicio el software libre Python
(4), para el uso y ejecución de sistemas inteligentes basados en tensorflow (5), para la
obtención y análisis de resultados, empleando pruebas de validación y funcionabilidad
a continuación se detalla todo el proceso de aplicación del modelo inteligente:
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Tabla 1

DATOS Y CARATERISTICAS GENERALES DEL SISTEMA HIDRAULICO.

Sensor Cantidad física Unidad Tasa de
muestreo (Hz)

Atributos

PS1 - Sensor de
presión

Presión bar 100 6000

PS2 - Sensor de
presión

Presión bar 100 6000

PS3 - Sensor de
presión

Presión bar 100 6000

PS4 - Sensor de
presión

Presión bar 100 6000

PS5 - Sensor de
presión

Presión bar 100 6000

PS6 - Sensor de
presión

Presión bar 100 6000

EPS1 - Sensor
de potencia del
motor

Potencia de
Motor

W 100 6000

FS1 - Sensor
de caudal
volumétrico

Volumen bajo 1/min 10 600

FS2 - Sensor
de caudal
volumétrico

Volumen bajo 1/min 10 600

TS1 - Sensor de
temperatura

Temperatura ∘C 1 60

TS2 - Sensor de
temperatura

Temperatura ∘C 1 60

TS3 - Sensor de
temperatura

Temperatura ∘C 1 60

TS4 - Sensor de
temperatura

Temperatura ∘C 1 60

VS1 - Sensor de
vibración

Vibración mm/s 1 60

CE - Sensor de efi-
ciencia de enfri-
amiento virtual

Eficiencia de
Enfriamiento
(virtual)

% 1 60

CP - Sensor de
potencia de refrig-
eración virtual

Poder de Enfri-
amiento (virtual)

kW 1 60

SE - Factor de
eficiencia

Factor de
eficiencia

% 1 60

Fuente: (Guo et al, 2019)
Realizado por: Mera H. 2022

2.1. Carga y análisis general de la base de datos

Se obtiene datos de Machine Learning Repository de la Universidad de California,
Irvine. Los atributos son datos del sensor (todos numéricos y continuos) de mediciones
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tomadas en el mismo momento, respectivamente, del ciclo de trabajo de un banco de
pruebas hidráulico. Los sensores se leyeron con diferentes velocidades de muestreo,
lo que dio lugar a diferentes números de atributos por sensor a pesar de que todos
estaban expuestos al mismo ciclo de trabajo. El conjunto de datos contiene datos
de sensor de proceso sin procesar (es decir, sin extracción de características) que
están estructurados como matrices (delimitadas por tabulaciones) con las filas que
representan los ciclos y las columnas los puntos de datos dentro de un ciclo (6). Como
se los muestra a continuación:

Se realiza un análisis de parámetro de condición para la predicción de fallas las
cuales se dividen en; condición de enfriamiento en %, condición de la válvula en %,
fuga interna de la bomba, acumulador hidráulico en bar y la estabilidad, parámetros a
medir cuando se realice la predicción de fallas según una condición especifica.

Se utiliza librerías de Python básicas para la visualización de datos en forma de
matrices (7), dichas librerías ya vienen preinstaladas para la manipulación y aplicación.

Figura 2

Histograma datos. Realizado por: Mera H. 2022.

Con la librería de matplotlib se grafica un histograma de distribución de datos, con
la finalidad de observar el posicionamiento de la base de datos, por defecto sesgados
a la derecha o izquierda o a su vez si cumplen una distribución como se observa en la
figura 2.

Una vez realizado un análisis general, se aplica una correlación de datos paramedir la
cantidad de patrones que podrían existir previo a la aplicación del algoritmo inteligente.
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Figura 3

Mapa de calor de correlación de datos. Realizado por: Mera H. 2022.

Con un mapa de calor, figura 3, se visualiza la cantidad de datos que son correla-
cionados de manera positiva y negativa para la cantidad de patrones que medirá el
algoritmo inteligente.

2.2. Normalización de datos por condición

Hay que tomar en cuenta, en el Machine Learning (8) y Deep Learning (9), la cantidad de
condiciones que se necesita analizar ya que se necesita realizar un análisis especifico
por condición, ya que dichos datos varían entre ellos y podría existir confusión al
momento de aplicar los datos en la red neuronal (9).

A continuación de utiliza la librería de sklearn previamente instalada para usar el
método de clasificación mutua, que ayuda con la medición de los datos específicos por
condición, para la visualización de correlación de datos con cada uno de los sensores
o caracteristicas independientes como se observa a continuación:

A continuación, se utiliza los datos de etiqueta o datos de condición y se los
transforma a binarios figura 5, con la función get_dummies, previo a la preparación
de datos que se insertan en la red neuronal, ya que las condiciones son categóricas y
poseen subcondiciones de análisis.
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Figura 4

Correlación por condición. Realizado por: Mera H. 2022.

2.3. División de datos de entrenamiento, validación y prueba

Es muy importante considerar los datos propuestos, que se proponga un porcentaje
de prueba y entrenamiento para que el modelo tenga la probabilidad de iniciar con el
máximo error y terminar con el mínimo, es decir el entrenamiento del modelo ayuda
a que pueda tener un desenvolvimiento previo antes de ser aplicado a la realidad,
simulando la menor cantidad de errores cometidos en el aprendizaje del entrenamiento,
en este caso se determinará con un 80:20 es decir la prueba se realiza primero un 20%
de entrenamiento y 80% de testeo lo cual se tomara como guía para aplicar testeo,
para alcanzar la mejor precisión posible del modelo aplicado a la detección de fallos
en sistemas hidráulicos.

Se utiliza la librería de sklearn, la función train_test_split que automáticamente
simula la declaración de las variables que serán sometidas al modelado de la red
neuronal artificial, se declara la variable de la primera condición, que se aplica el mismo
procedimiento para las demás condiciones de predicción, únicamente cambiando de
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Figura 5

Transformación de datos a binarios. Realizado por: Mera H. 2022.

variables según la condición en este caso X e Y que se esté modelando. Siendo
variables de entrenamiento (X_train) figura 6, y prueba (y_test) figura 7, utilizados para
cuando se aplique el modelo de Deep Learning, además se observa que con la función
test_size se denomina el porcentaje de entrenamiento del modelo y random_state la
cantidad de semillas aleatorias que se crearán según el aprendizaje del algoritmo.

Para que exista un correcto análisis de datos, ya que no poseen el mismo rango
de valores entre las variables X e Y, se necesitaría mucho cálculo y eso requiere
una gran cantidad de tiempo, es decir para que éste inconveniente no afecte en el
análisis de datos cuando se inserte en el modelo de inteligencia artificial, se realiza un
escalado de datos, los valores de “X” se necesita que el rango entre valores leídos no
sean demasiado amplios convirtiéndose en un rango particular normalizando todos los
valores, utilizando la librería de sklearn, StandardScaler se los transforma de manera
automática, preparando los datos para ser introducidos en la red neuronal.

El proceso de escalado se realiza para todas las condiciones de predicción sin
excepción o para las condiciones que plantee el problema al cual se vaya aplicar una
red neuronal para predecir de X variable.

DOI 10.18502/espoch.v3i3.16614 Page 67



ESPOCH Congresses: The Ecuadorian Journal of S.T.E.A.M.

Figura 6

Datos de entrenamiento. Realizado por: Mera H. 2022.

Figura 7

Datos de prueba. Realizado por: Mera H. 2022.

2.4. Construcción de la Red neuronal artificial

En los sistemas hidráulicos la aplicación de Redes Neuronales Artificiales (ANN) se
acoplan como herramienta de prevención y predicción, ya que los sistemas poseen
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una compleja detección de fallas, que ocultan potentes señales no lineales que varían
con el tiempo y el complejo mecanismo de transmisión de las vibraciones; por los tanto
aplicar la inteligencia artificial para la detección es una de las mejores alternativas para
las industrias que mejorarán la productividad operacional de los equipos (10).

El modelo matemático consta de:

𝑧 = 𝑓 (𝑤1𝑥 + 𝑤2𝑥 + 𝑏) (1)

X e Y son entradas

𝑊1 𝑦 𝑊2 son pesos sinápticos correspondientes a cada entrada

b es un término aditivo

f es una función de activación

z una salida

Figura 8

Red Neuronal Artificial. Fuente:Tablada -Germán y Torres, 2021.

Las entradas x e y son el estímulo que la neurona artificial recibe del entorno que
la rodea, y la salida z es la respuesta a tal estímulo. La neurona se adapta al medio
circundante y aprende de él, modificando el valor de sus pesos sinápticos w1 y w2 y
su término aditivo b. Éstos son conocidos como los parámetros libres del modelo, pues
los mismos pueden ser modificados y adaptados para realizar una tarea determinada
(11).

2.5. Red neuronal artificial

Hay que tomar en cuenta el análisis el tipo de red neuronal ya que en el Deep Learning
la extracción de características es binaria y la red necesita ser multicapa.
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Figura 9

Red Neuronal Mono capa. Fuente: (Rivas, Bertha y Olivo, 2017).

Figura 10

Red Neuronal Multicapa. Fuente:(Rivas, Bertha y Olivo, 2017).

La red neuronal de una sola capa, figura 9, es la más sencilla de todas ya que posee
simplemente una sola capa de entrada lo cual su función es hacer una proyección hacia
la capa de salida en la cual existen cálculos necesarios (12).

Es un complemento o aumento de la red mono capa, figura 10, existiendo un conjunto
de capas entre la entrada y la salida qué dichas capas, se las denomina capas ocultas,
forman una secuencia en la entrada hasta la proyección de la salida mediante los
cálculos que se efectúan atreves de dicho proceso (12).
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2.6. Construcción de la Red neuronal artificial

Se procede a construir la red neuronal una vez que se normalizaron y escalaron los
datos, basados en tensorflow que crea, construye y ejecuta algoritmos de Machine
Learning (5).

Se utiliza la librería de Theano que optimiza, define y evalúa las expresiones
matemáticas que involucran matrices multidimensionales de manera eficiente, usán-
dose como uno de los compiladores matemáticos de CPU (Unidad central de proce-
samiento) y GPU (Unidad de procesamiento gráfico) más utilizados en la comunidad
Machine Learning (13).

Se aplica Keras biblioteca de Python de alto nivel que compacta y es sencillo de
aprender para emplear en el aprendizaje que puede ejecutarse sobre TensorFlow
(Theano o CNTK: kit de herramientas cognitivas de Microsoft). Esto permite a que los
programadores se centren en los conceptos principales del Deep Learning, como la
creación de capas en Redes Neuronales Artificiales existiendo dos tipos principales de
estructuras: la API secuencial y la API funcional, el secuencial API se basa en la idea
de una secuencia de capas; este es el más común. El modelo secuencial se considera
como un grupo lineal de capas (14).

La librería keras importa métricas importantes cuando se construye la red neuronal,
a continuación, se denominará las utilizadas:

Optimizador “Adam”: método que se basa en el descenso de gradiente estocástico
que es la estimación que se adaptan momentos de primer y segundo orden (14).

Activador “Relu”: Selecciona la cantidad de neuronas ocultas para que no exista un
sobreajuste, el activador no causa problema de gradiente de fuga, no se congestiona
y es fácil de computar, evitando que el peso cambie su valor (15).

Activador “Sigmoid”: es una función que tiene una tasa de activación a las neuronas
junto con “Relu”, dicha función se utiliza con categorías binarias de predicción (16).

Activador “Softmax”: utilizado generalmente para la clasificación de multicategorias
en la capa de salida de la red neuronal (17).

Figura 11

Red Neuronal con activador sigmoid. Realizado por: Mera H. 2022.
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Como se observa en la figura 11, la red neuronal se aplica con un activador sigmoid
ya que esta optimizado para una predicción binaria con salida 1, para realizar las
predicciones de multicondición se cambia el activador sigmoid por softmax y las salidas
con la cantidad de subcondiciones que posee la condición ya que softmax trabaja
igual que sigmoid, pero esta optimizado para realizar una predicción de multinivel o
multicondición, figura 12.

Figura 12

Red Neuronal con activador softmax. Realizado por: Mera H. 2022.

“adam” método de tensorflow, es el optimizador que se basa o realiza el descenso
de gradiente estocástico, éste optimizador analiza y actualiza los pesos de las entradas
en el entrenamiento y reduce su perdida, usando la función binary_cossentropy se
analiza de manera binaria la predicción, figura 13. Para la evaluación del modelo se usa
la métrica de precisión “accuracy”.

Figura 13

Compilación de la red.

En el análisis de categórico se reemplaza la función de binary_cossentropy por
categorical_cossentropy, para que se analice varias respuestas en las capas de salidas
permanece la métrica de la precisión

2.7. Ejecución y épocas de aprendizaje

Se denomina una historia con la función “.fit” figura 14, la cual contiene todos los datos
o repeticiones de entrenamiento que tendrá el modelo. Con batch_side compara la
cantidad de lotes por segundo que realizara la red al momento de entrenamiento, el
número de enteramiento o iteraciones que debe realizarse, se la plantea con la función
Epoch.

El Epoch es el número de iteraciones en las cual realiza todo el proceso que se
planteó en la construcción de la red que aplica métricas de análisis.

Al ejecutarse la historia inicia la ejecución de las iteraciones, figura15, según las
épocas que se plantee el aprendizaje inicia con un máximo error medido por “loss”,
ya que es el primer intento de aprendizaje de la red y mediante la métrica “accuracy”
inicia con una baja precisión.
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Figura 14

Historia de la red. Realizado por: Mera H. 2022.

Figura 15

Ejecución y aprendizaje de la red neuronal. Realizado por: Mera H. 2022.

Una vez terminado el aprendizaje se mide el Overfitting y Underfitting aparece
finalmente cuando se habla del grado polinomial, dicho grado se representa cuanta
flexibilidad en el modelo de machine learning existe, con una potencia alta que permite
que el modelo tenga facilidad para alcanzar los puntos de datos como sea lo posible
(18).

Overfitting y Underfitting son constantes y omnipresentes en el aprendizaje
automático, el objetivo del aprendizaje es aproximar o ajustar señales verdaderas
que relacionan las características X con su respectiva propuesta en Y, que se pueda
interpretar como una función f: X → Y o una distribución P (Y | X) (19).

Se mide con un gráfico los valores perdidos reales con los valores perdidos virtuales
para la visualización de un desenvolvimiento optimo del aprendizaje de la red previo a
la predicción de resultados.

3. RESULTADOS

Los resultados son planteados en una matriz de confusión, se aplica después del
entrenamiento de los datos que se utilizaron en el algoritmo de inteligencia artificial
para demostrar la evaluación utilizada en el Machine Learning o Deep Learning. Una
matriz de confusión o una matriz de error, crea varias predicciones y resultados de
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Figura 16

Comprobación de la red. Realizado por: Mera H. 2022.

prueba figura 17, también ayuda a obtener un análisis en profundidad de los datos
estadísticos más rápido a través de una visualización de datos (20).

Las columnas de una Matriz de confusión son los resultados del tipo de predicción y
las filas los resultados reales, son enumerados todos los resultados posibles, tomando
el problema como una clasificación binaria (21).

La matriz de confusión es una tabla de frecuencias bidireccionales figura 17, con
dos variables binarias reales (bueno o malo) y predicho (bueno o malo) los valores
son cuatro elementos que se denominan: Verdadero Negativo (TN), Verdadero Positivo
(TP), Falso Negativo (FN) y Falso Positivo (FP), no necesariamente deben ir en orden.

Verdadero negativo es el número de negativos (reales) que se clasifican correcta-
mente como negativos.

Falso negativo es el número de positivos (reales) que se clasifican incorrectamente
como negativos.

Verdadero positivo es el número de positivos (reales) que se clasifican correctamente
como positivos

Falso positivo es el número de negativos (reales) que se clasifican incorrectamente
como positivos.

Desde el punto de vista de la lingüística, podemos interpretar Falso como ”no actual”
(22). Con la matriz de confusión se calculan las métricas de análisis con las siguientes
formulas:
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Figura 17

Matriz de confusión. Fuente: Babel, Kumar Singh y Kumar Jangir, 2019.

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑇𝑃
𝑇𝑃 + 𝐹𝑃 (2)

𝑅𝑒𝑐𝑎𝑙𝑙 = 𝑇𝑃
𝑇𝑃 + 𝐹𝑁 (3)

𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 ( 𝑃 𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙𝑃 𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙 ) (4)

De manera manual se pueden obtener los valores de precisión, recall y f1-score con
las formulas anterior mencionadas, o su vez Python ofrece un reporte de clasificación
que muestra automáticamente todos los resultados de la predicción.

3.1. Resultado de la Estabilidad

La estabilidad es una condición general del sistema hidráulico, que demuestra una
predicción binaria de 0 cuando el sistema no posee ninguna falla en su sistema y 1
cuando su sistema como se muestra en la figura 18, la matriz de confusión con su
respectivo reporte de clasificación que demuestran la efectividad del sistema en la
matriz de confusión de 2 por 2 se observa que demuestra el desenvolvimiento que
tuvo la aplicación de la red neuronal para la predicción de fallos, la suma total de sus
datos de testeo son 441, mostrados en la tabla de resultados, separados de la siguiente
manera, 296 puntos en predicciones verdaderas cuando la condición de estabilidad
esta en 0 y 133 puntos de predicciones preventivas cuando está en fallo o 1.
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A continuación, con la matriz de confusión de la estabilidad se procede a calcular
las métricas que miden la eficiencia de la red neuronal, las métricas nombradas a
continuación se las calcula con las formulas mencionadas anteriormente, se inicia con
la precisión en la condición 0 se obtiene un 97% y en la condición 1 un 98% aquí nos
damos cuenta que el sistema si posee un equilibrio, se procede a calcular el recall, en
0 un 99% y en 1 un 94% aquí vemos que varía por un 6%, se puede decir que la red
posee caídas en neuronas irrelevantes y elimina valores, siendo un poco la variación
en el recall, utilizando las métricas de la precisión y el recall se procede a calcular el
f1-score quien predominara para la factibilidad de detección de fallos, en 0 posee un
98 y en 1 un 96%, es decir que tiene un desenvolvimiento optimo la red neuronal para
predecir fallos y por último se demuestra el accuracy o exactitud es del 97% de la red
neuronal aplicado a esta condición para predicción de fallos de la estabilidad.

Figura 18

Resultado de la estabilidad. Realizado por: Mera H. 2022.

3.2. Resultado de la Condición de enfriamiento

La segunda condición de análisis de resultados es la condición de enfriamiento se basa
en una predicción categórica formando una matriz de confusión de tres por tres junto
con su reporte de clasificación, que posee tres subcondiciones las cuales son: al 3%
cerca del fallo total, al 20% eficiencia reducida y al 100% full eficiencia, como se observa
en la figura 19, en éste caso la eficiencia de la predicción de la matriz es excelente sin
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Figura 19

Resultado de la Condición de enfriamiento. Realizado por: Mera H. 2022.

existir valores falsos en sus intersecciones, es decir que para el 3% tenemos 156 valores
para el 20% tenemos 145 valores y para el 100% tenemos 140 predecidos sumando 441
datos de testeo con una exactitud del 100%, se calcula la precisión y como se observa
en la tabla de reporte de métricas, la precisión en las 3 condiciones es el 100% en el
recall de igual manera el 100% y usando estas 2 métricas se calcula el f1-score dándose
el 100%, la exactitud de la red o accuracy es del 100%, demostrando que la red neuronal
tiene un desempeño excelente en la detección de fallos del enfriamiento del sistema.

3.3. Resultado de la Condición de la válvula

La tercera condición de análisis es la condición de la válvula poseyendo una matriz
de predicción categórica de cuatro por cuatro junto con su reporte de clasificación ya
que posee cuatro subcondiciones: 73% cerca del fallo total, 80% severo retraso, 90%
pequeño retraso y 100% comportamiento optimo, como se observa la figura 20, se mira
un falso positivo en la condición del 90% en conjunto con la 80% es decir que existe un
valor falso positivo que se lo debe analizar en una sola condición para descartarlo en
el análisis de la otra condición y se calcula, para la precisión observando el reporte de
clasificación, solo la condición del 80% tiene un 99% y los demás 100%, para el recall
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Figura 20

Resultado de la Condición de la válvula. Realizado por: Mera H. 2022.

solo el 99% posee al 90%, se calcula el f1-score y se plantea de la siguiente manera
100% para cuando la condición de la válvula está al 73% y 100% y 99% cuando esta al
80% y 90% y por último la exactitud o accuracy de la red es del 100%, demostrando
que la red posee un desempeño alto para detectar fallos en la válvula.

3.4. Resultado de la Fuga interna de la válvula

La cuarta condición de análisis es la fuga interna de la bomba poseyendo una matriz
de confusión categórica de tres por tres junto con el reporte de clasificación ya que
posee tres subcondiciones, 0: ninguna fuga, 1: fuga de débil, 2: fuga severa, como se
observa en la figura 21, la matriz posee varios puntos de predicción de falsos positivos,
en especial para la subcondición 1 que posee 6 puntos a la derecha y 1 hacia arriba
eso quiere decir que se asemejan a la subcondición 0, tomándolo como una alerta, en
la condición 0 con 251 puntos, condición 1 con 95 puntos y 86 puntos de predicción
reales o verdaderos sumando 441 datos usados para el testeo del modelo inteligente.
En la subcondición 0 posee un 100% en la precisión, recall y f1-score es decir que posee
una predicción excelente, en cambio para la subcondición 1 y 2 los porcentajes varían,
ya que los falsos positivos en la matriz se asemejan entre valores de condición es decir
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que están equilibrados por condición, en la condición 1: 99% precisión, 94% recall y
96% f1-score; en la condición 2: 99% precisión, 94% recall y 96% f1-score y por último
el accuracy de la red es del 100%, demostrando que la red posee un desempeño alto
para detectar fallos en la bomba del sistema.

Figura 21

Resultado de la Fuga interna de la bomba. Realizado por: Mera H. 2022.

3.5. Resultado del Acumulador hidráulico

La quinta condición de análisis es la condición del acumulador hidráulico poseyendo
una matriz de predicción categórica de cuatro por cuatro junto con su reporte de
clasificación, ya que posee cuatro subcondiciones: 90 bar cerca de la falla total, 100 bar
presión severamente reducida, 115 bar presión ligeramente reducida y 130 bar presión
optima, como se observa la figura 22, existen varios falsos positivos en cada condición
en todas las condiciones: para 90 bar de presión existe 146 puntos de predicción
verdaderos y 7 falsos positivos con una precisión del 94%, un recall del 95% y un f1-
score del 95% , para 100 bar de presión existe 68 puntos de predicción verdaderos y 20
falsos positivos con una precisión del 94%, un recall del 95% y un f1-score del 95%, para
115 bar de presión existe 70 puntos de predicción verdaderos y 3 falsos positivos con
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una precisión del 80%, un recall del 96% y un f1-score del 88%, para 130 bar de presión
existe 123 puntos de predicción verdaderos y 4 falsos positivos con una precisión del
98%, un recall del 97% y un f1-score del 97%, sumando todos los valores verdaderos
con un total de 407 de los 441 ingresados con una accuracy o exactitud de predicción
del 92% demostrando que la red posee un desempeño bueno para detectar fallos en
el acumulador hidráulico.

Figura 22

Resultado del acumulador hidráulico. Realizado por: Mera H. 2022.

3.6. Resultados generales

Según la tabla II, la exactitud demuestra como fue el aprendizaje de la red neuronal en
la aplicación del modelo para el entrenamiento de predicción de valores aleatorios, es
decir por cada condición la Red muestra cómo se desenvuelve y el nivel de Épocas o
Iteraciones de aprendizaje que necesitan para que la exactitud de la red sea aceptable
y poder llegar a la predicción con un total del 97% en todo el sistema hidráulico.

El f1-score demuestra la aceptación y credibilidad que posee el modelo inteligente
para la detección de fallos en un sistema hidráulico, con se observa en la tabla II,
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Tabla 2

TABLA DE RESULTADOS GENERALES EN DETECCIÓN DE FALLAS DE SISTEMAS
HIDRÁULICOS.

Condiciones Accuracy (%) F1-score (%) Épocas

Estabilidad 97 Estable: 98 No estable: 96 4000

Condición de
enfriamiento

100 Full eficiencia: 100 Eficiencia
reducida: 100 Cerca del fallo total:
100

500

Condición de la
válvula

100 Comportamiento optimo: 100
Pequeño retraso: 99 Severo
retraso: 99 Cerca total del fallo:
100

500

Fuga interna de
la bomba

100 Ninguna fuga: 100 Fuga débil: 96
Fuga severa: 97

500

Acumulador
hidráulico

88 Presión optima: 97 Presión lig-
eramente reducida: 88 Presión
severamente reducida: 84 Cerca
de la falla total: 95

1500

Resultados
finales en la
predicción de
fallas del sistema
hidráulico

97

Realizado por: Mera H. 2022

posee un resumen general de los resultados obtenidos a través de la investigación,
demostrando porcentajes elevados en la predicción de datos por cada subcondición.

Se compara los resultados ya obtenidos en el estudio realizado de Guo 2019 (2)
que posee un 82.6% de media aplicando redes neuronales artificiales con aprendizaje
automático, con el obtenido en la tabla II con un 97% de media

4. CONCLUSIONES

Se realizó un nuevo método de estudio para el monitoreo de condición en sistemas
hidráulicos. Los datos son obtenidos del repositorio de la universidad de california (UCI),
construyendo una red neuronal de tipo dense basado en aprendizaje profundo con un
resultado del 97% de media en la exactitud para la detección de fallos en los sensores.
Comparando con el estudio ya realizado de GUO 2019 (2) que aplica redes neuronales
artificiales con aprendizaje automático (Machine Learning), SVM y LDA de métodos
clásicos, se demostró que el estudio realizado con aprendizaje profundo tiene un mejor
desempeño para la detección de salud de los sensores de un sistema hidráulico.
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